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01 - RECERCA AMB IA: CONTEXT | OPORTUNITATS

Big Data, IA i Machine Learning en recerca comptable

Els avencos en Intel-ligéncia Artificial, Big Data i tecnologia obren noves possibilitats en recerca comptable i financera, permetent
analitzar volums de dades inabastables amb métodes tradicionals.

Big Datai IA Machine Learning Random Forest

Noves possibilitats en recerca comptable i Les técniques d'aprenentatge automatic Un dels metodes de ML més potents i

financera gracies a la capacitat d'analitzar identifiquen patrons complexos, versatils, aplicat amb éxit en medicina,
grans volums de dades estructurades i no automatitzen processos i milloren la economia, biologia i deteccié de fraus

estructurades. precisio predictiva. financers.

v Les técniques estadistiques tradicionals s'han sumat a les técniques de Machine Learning per millorar la precisié i rapidesa en recerca
comptable.




02 - DADES | DISSENY DE L'ESTUDI

Mostra, variables i procés de seleccid

La mostra Les variables: del conjunt inicial a la seleccié final
80 40 40 105 variables 47 variables
inicials seleccionades
empreses amb SEHs procés de
e magquillatge maquillatge filtratge

Geograficament diverses: EUA, Europa, Espanya i Asia

Diversos sectors industrials i de serveis qualitatives quantitatives

Identificades per informes d'auditoria i processos judicials

., . N e govern corporatiu, auditoria liquiditat, endeutament
+ concessio premis transparencia informacio financera . o . .
i perfils directius i flux de caixa




DADES DISSENY DE L'ESTUDI

’
1
ANNEX IV: RESUM ESTADISTIC DEL CONJUNT DE 54 VARIABLES EXPLICATIVE
Maquillatge
No  Variable Stats / Values Freqs (% of Valid) Valid Missing
RESUM DEL FITXER DE DADES ORIGINAL 37 x37 [factor 1. no 2. si 55 (68.8%) 25 (31.2%) 80 (100.0%) 0 (0.0%)
38 x38 [factor] 1. no 2. si 61 (76.2%) 19 (23.8%) 80 (100.0%) 0 (0.0%)
Il).l-lu Frame Sununary 39 factor 1. no 2. si 61 (76. 19 8%) 80 (100.0%) 0 (0.0%)
‘I;uxn'n\x-un 80 x 55 10 factor 1. no 2. si 68 (85.0%) 12 (15.0%) 80 (100,0%) 0 (0.0%)
Duplicates: 0 1 factor 1. no 2. si 67 (83.8%) 13 (16.2%) 80 (100.0%) 0 (0.0%)
12 factor] 1. no 2, si 67 (83.8%) 13 (16.2%) 80 (100.0%) 0 (0.0%)
No ble of Valid) Valid ~~ Miss n 13 fnctor 1. no 2. si 50 (62.5%) 30 (37.5%) 80 (100.0%) 0 (0.0%)
1 factor] 1 80 (100.0%) 0 (0.0%) “" numeric]  Mean (sd) : 1.9 (4.3) min < 77 distinct values 80 (100,0%) 0 (0.0%)
2 factor 1 80 (100.0%) 0 (0.0%) med < max: 0 < 1.3 < 39.2
3 [factor 1 80 (100.0%) 0 (0.0%) p
: , = IQR (CV) : 1.1
1 factor 1 80 (100.0%) 0 (0.0%)
5 factor] 1 80 (100.0%) 0 (0.0%) 15 x45 [numeric]  Mean (sd) : 0.6 (0.3) min < 80 distinct values 80 (100.0%) 0 (0.0%)
6 factor 1 80 (100.0%) 0 (0.0%) med < max: 0 < 0.6 < 1.6
7 factor] 1 80 (100.0%) 0 (0.0%) IQR (CV) : 0.3 (0.4)
N factor 1 80 (1 % : . ’
‘f-"':“:i 1 ::: :]::;:: : :; ::; :; :: 16 x46 [numeric]  Mean (sd) : -0, .~-(—|. 3) min 80 distinct values 80 (100.0%) 0 (0.0%)
factor) 1 80 (100.0%) 0 (0.0%) < med < max: -55.9 < 0.1
x11 [factor 1 80 (100.0% 80 (100.0%) 0 (0.0%) < 0.91IQR (CV): 0.2 (-8.3)
iy s ; (450X ot ) 17 x47 [factor] 1. no 2. si 14 (17.5%) 66 (82.5%) 80 (100.0%) 0 (0.0%)
x13 [factor 80 ( ) 0.0%
:“ ,':‘,“: 1 80 ( ) ”:‘,(:,;,‘ 18 x48 [factor 1. no 2. si 14 (17.5%) 66 (82.5% 80 (100.0%) 0 (0.0%)
x15 [factor] 1 80 ( ) 0 (0.0%) 19 x49 [factor] 1. no 2 si 67 (83.8%) 13 (16.2%) 80 (100.0%) 0 (0.0%)
xl'_» factor 1 (100.0% 80 ( ) 0(0.0%) 50 x50 [factor 1. no 2. si 56 (70.0%) 24 (30.0%) 80 (100.0%) 0 (0.0%)
fuctos X . (92.5% 80 ( ): 0.(0.0%) 51 x51 [numeric]  Mean (sd) : 1.5 (8.7) min < 57 distinet values 80 (100.0%) 0 (0.0%)
factor 1 si (83.8% 80 ( ©) 0 (0.0%) ! 0
factor 1 si (83.8% 80 (100.0%) 0 (0.0%) med < max: <11 < 0 < 76
factor 1. no 2. si 80 (100.0%) 0 (0.0%) IQR (CV) : 0.3 (5.7)
factor 1. no 2. si 80 (100.0%) 0 (0.0%) 52 x52 [numeric]  Mean (sd) : 0.1 (0.7) min < 73 distinct values 80 (100.0%) 0 (0.0%)
factor 1. no 2. si 80 (100.0%) 0 (0.0%) el 08<0<48
factor 1. no 80 (100.0%) 0 (0.0%) ll(lil‘( ((.'\'f')“\“ “ o
factor 1. no 2. si R0 (100.0%) 0 (0.0%) 3 (9.9)
factor 1. no 80 (100.0%) 0 (0.0%) 53 numeric]  Mean (sd) : -0.1 (0.3) min 62 distinct values 80 (100.0%) 0 (0.0%)
factor 1. no 2. si 80 (100.0%) 0 (0.0%) med < max: -1 <0< 1.6
factor 1. no 2. si 80 (100.0%) 0 (0.0%) ,
IQR (CV) : 0.2 (-4.4)
factor 1. no 2. si 80 (100.0%) 0 (0.0%)
factor] 1. no'2. 8 80 (100.0%) 0 (0.0%) 54 x54 [mumeric]  Mean (sd) : 0.7 (6.2) min < 73 distinct values 80 (100.0%) 0 (0.0%)
factor 1. no 2. si 80 (100.0%) 0 (0.0%) ed < max: -0.5 < 0 <
factor] 1. no 2. si 80 (100.0%) 0 (0.0%) 55.8 IQR (CV) : 0.2 (8.5)
:::‘: : :::: b :::):::::: Lo it 55 Y [factor] 1. NO 2. SI 10 (50.0%) 40 (50,0%) 80 (100.0%) 0 (0.0%)
factor 1 2. si 80 (100.0%) 0 (0.0%)
factor 1 si 80 (100.0%) 0 (0.0%)
x36 [factor 1 si 80 (100.0%) 0 (0.0%)




03 - CONSTRUCCIO DEL RANDOM FOREST

Per que Random Forest per a la deteccid de fraus comptables?

EL REPTE: MOSTRES DESBALANCEJADES

Més variables Classes
que observacions desbalancejades
Moltes variables explicatives i Menys casos de frau (minoria) que
poques observacions. de no frau (majoria).

- El Random Forest supera aquests reptes gracies al Bootstrap
i la diversitat dels arbres.

Supera metodes tradicionals fins i tot en mostres petites i
desequilibrades.

AVANTATGE COMPETITIU DEL RANDOM FOREST

' S'adapta a entorns dinamics

Util on els defraudadors canvien estratégies per evitar ser detectats.

Bons resultats amb mostres petites

Ofereix bons resultats fins i tot on altres tecniques perden rendiment.

Detecta patrons tant comptables com qualitatius (cobdicia, oportunitat,
necessitat).

Eina molt fiable
Resultats solids i consistents fins i tot en situacions complexes
d'incertesa.

@
' Identifica patrons de frau
@




RANDOM FOREST: AVANTATGES, APLICACIONS | LIMITACIONS

() AVANTATGES

Mesura la importancia Maneja grans volums
- de les variables de dades
predictives Pot treballar amb moltes

variables i observacions
sense necessitat de
reduccio de variables.

Identifica quines variables
contribueixen més a la
prediccio.

‘d ’ Els seus avantatges depenen de la mostra i I'objectiu analitzat.

Util en entorns amb
meés variables que
observacions

Supera limitacions de les
regressions lineals en
mostres petites.

@ APLICACIONS Metodologia precisa i versatil aplicada en muiltiples camps:
s |
% : M 1<)

Medicina Agricultura Climatologia Biologia Bioinformatica Economia
Ajuda a diagnosticar Prediu rendiments Prediu fenomens Classifica espécies i Classifica gens i Segmenta consumidors,
malalties i personalitzar i monitora la extrems i millora analitza dades proteines i ajuda en preveu comportaments
tractaments. biodiversitat. I"avaluacié de riscos. biologiques. I'analisi omica. i detecta fraus.

Fraus comptables
Destaca en la deteccio
de senyals d'alerta
rellevants.

/1\ LIMITACIONS

p= Dificultat de comprensio teorica Necessitat de més recerca
—_—
) Model complex (“caixa negra") que pot ser dificil Encara cal avancgar en la comprensi6 dels seus
d'interpretar en profunditat. mecanismes i en la millora de la seva robustesa
i interpretabilitat.



Com es construeix el Random Forest

° La pregunta de partida Q L'arbre de decisid

80 empreses (40 amb frau - 40 sense frau) Formula preguntes successives 1.000 arbres independents
47 variables explicatives: financeres, de Ex: «Fa operacions financeres complexes?
govern corporatiu i auditoria (x32)»

Objectiu: quines senyals distingeixen una Cada divisié crea grups més homogenis (+ frau
empresa fraudulenta? / - frau)

° La decisio final: votacid ° Importancia de les variables

Els 1.000 arbres voten per cada empresa
Ex: 930 vots «frau» - probabilitat 93% de frau
Guanya la majoria = decisié final robusta

° El bosc de 1.000 arbres

Bootstrap: mostra aleatoria per arbre
mtry = 6: 6 variables aleatories per node

MDA: quant baixa la precisid en eliminar la variable?
MDG: quant ajuda a crear grups purs?
Top: x32 - x35 - x17 - x54 - x13 - x37

Random Forest per a la deteccié del maquillatge comptable - UVIC-UCC/UOC




UN ARBRE DE DECISIO = UN AUDITOR/CONSULTOR QUE FA PREGUNTES

Operacions financeres
complexes? (x32)

Incompleix expectatives Canvis en
de resultats? (x35) amortitzacions? (x54)

A\ FRAU Vv Sense A\ FRAU v Sense
probable frau probable frau

L'arbre tria sempre la pregunta que millor separa les empreses fraudulentes de les netes. Cada divisid redueix la "impuresa" del grup —
converteix un grup mixt en grups homogenis.

Pilar Lloret Millan - Nuria Arimany i Serrat | UVIC-UCC- UOC



04 - QUE EXPLICA EL FRAU COMPTABLE?

MDA i MDG: com s'identifiquen les variables clau

Les dues mesures d'importancia de variables

MDA MDG

Mean Decrease Mean Decrease
Accuracy Gini

Mesura la contribucio d'una
variable a la reduccié de la

Mesura la perdua de precisio del
model quan una variable deixa
d'estar disponible.

Meétriques complementaries (internes als arbres)

Profunditat minima: nivell on la variable inicia la divisié
Variable arrel dels arbres de decisié: nombre de vegades
Nombre de nodes en qué participa la variable
Interaccions entre variables clau detectades pel model

impuresa dels arbres de decisid.

Verificacio de la robustesa:
100 submostres aleatories

Procés de validacié per assegurar |'estabilitat de les variables
identificades:

a 100 mostres aleatories

70% de les dades en cada iteracio.

Recalculacié MDA i MDG

Per a cada submostra, es recalcula la importancia de variables.

Comparacioé d'ordenacions

Es comprova si I'ordenacié es manté estable entre submostres.

Conclusié
Les variables seleccionades es mantenen estables i robustes
davant variacions en les dades.




04 - QUE EXPLICA EL FRAU COMPTABLE?

I
I Distribution of minimal depth and its mean
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Figura 26. Les 25 variables identificades en el model Random Forest amb més poder predictiu



Com es va validar el model

° Validacié interna: Out-of-Bag (OOB) Q Validacio d'estabilitat: Jackknife

Cada arbre deixa fora algunes empreses (Bootstrap) 100 submostres al 70% de les observacions
- Actuen com a conjunt de validacid intern - S'executa RF en cadascuna i es comparen els ranquings
Agregant els 1.000 arbres s'obté una estimacio robusta del rendiment, Verifica que x32, x35, x17, x54 surten consistentment al capdamunt

sense separar train/test

Resultats de la validacio

0,99 97,5% <5%

AUC Precisio global Taxa d'error

Quasi perfecte 40/40 sense frau correctes Només 2 errors
(0,50 = atzar - 0,90 = excel-lent) 38/40 amb frau correctes sobre 80 empreses

om Forest per a la deteccié del maquillatge comptable - UVIC-UCC/ UOC




04 - QUE EXPLICA EL FRAU COMPTABLE?

Mean Decrease Accuracy Mean Decrease Gini

Rank in the first analysis

Rank in the first analysis
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Font: Elaboracio propia

Leix X representa el rang
d’importancia de les variables en
I'analisi completa i I'eix Y el seu
rang en les 100 submostres.

La proximitat dels punts a la
diagonal indica una gran estabilitat

dels resultats.

Figura 28. Comparacio de les ordenacions que proporcionen les mesures d’importancia



03 - VALIDACIO DEL MODEL

Resultats de validacio: matriu de confusio i AUC

Matriu de confusio

Predit: NO Predit: Si Error
Observat: NO 40 0 0,00

Observat: Si 2 38 0,05

v Cap error en empreses que no fan maquillatge (0,00).
v Només un 5% de falsos positius en les maquilladores.

v Els errors minims corresponen a casos atipics o fronterers,
confirmat per la revisié manual.

AUC del model

0,99

Discriminacio excel-lent

El model distingeix quasi perfectament les empreses amb i sense
magquillatge comptable.

Un AUC d'1,00 representaria una classificacié perfecta: el valor 0,99
confirma la poténcia excepcional del Random Forest.



04

SENYALS D'ALERTA MES PREDICTIVES

Variables determinants per detectar el maquillatge comptable

w Indicadors financers que reflecteixen

w

’%G S B e > O

Aspectes de governanca i practiques
que poden facilitar el maquillatge
comptable.

Operacions financeres opaques
i dificils d'entendre

Control intern deficient

Concentracio de poder en
una sola persona

Pressié per complir expectatives
de resultats

Filials amb participacié majoritaria
no consolidada

3.PES DE LES VARIABLES QUALITATIVES

La figura 2 mostra que les variables qualitatives
tenen un pes significatiu en la deteccio6 de fraus
comptables, alineat amb altres estudis.

o Aporten senyals d'alerta no evidents en dades
quantitatives.

® Factors com I'historial problematic dels directius
o la concentracié de poder sén clau.

€

riscos econodmics i possibles incentius
per manipular resultats.

Percentatge d'endeutament
Alts nivells d'endeutament poden
motivar la manipulacié per millorar
la imatge financera.

Ratio de liquiditat

Pot ser manipulada per ocultar
problemes de tresoreria i donar
una imatge falsa de solvéncia.

4.INTEGRACIO PER A UNA DETECCIO EFECTIVA

Random Forest integra variables qualitatives
i quantitatives per:

o Detectar patrons complexos de manipulacié
o Comprendre els factors que predisposen al frau

e Dissenyar estratégies més eficients
de deteccid i prevencié

S mR & t B B e > @

TOP 10 VARIABLES SEGONS MDA TOP 10 VARIABLES SEGONS MDG
(Mean Decrease Accuracy) (Mean Decrease Gini)

Operacions financeres
dificils d'entendre

=T
=
=
[F—
e
Percentatge d'endeutament I
[
==
o

Control intern deficient

Pressié per complir
expectatives de resultats

Filials amb participacié
majoritaria no consolidada

Ratio de liquiditat

Politica d'amortitzacions

Historial problemitic
dels directius

Litigis o sancions rellevants -

0 5 10 15

o
w
—
o
-
w

Font: Elaboracié6 propia



04

SENYALS D'ALERTA MES PREDICTIVES

. . . . s Impacte en el maquillatge
Categoria | Variable | Tipologia Descripcié comptable
Facilita amagar manipulacions degut a
Operacions la dificultat de seguiment i comprensio
o P % .o o | de determinades operacions bancaries
x32 Qualitativa | financeres  dificils de fi d
. . d’entendre o de mangamf_:nt entre empreses de
Practiques grup. Permet millorar els propis fons i
!‘inanlr;cte.res I’endeutament de I’empresa.
i politiques
comptables Politica Canvis a les amortitzacions poden
&’ amortitzacio indicar manipulacions per alterar els
x54 Quantitativa P beneficis donant una imatge de major
(Amortitzacions t / benefici p
Amortitzacions -1) | © menor benefici o majors o menors
perdues.
Un alt nivell de deute pot incentivar la
manipulacio de comptes per millorar la
x45 Quantitativa | % endeutament imatge financera. Les despeses
financeres elevades poden reduir el
benefici de I'empresa.
La pressio per complir les expectatives
d’obtencio del resultat pot portar a
No compleix les | manipulacions comptables per part de
x35 Qualitativa | expectatives de | les persones responsables de 1’area
resultats financera o de la direccio de I'empresa,
Control que poden veure perillar els bonus i la
Intern imatge professional.
Filials amb una
- participacié propera | Permet amagar pérdues o deutes en no
x33 Qualitativa | " 50% que no es | consolidar filials significatives.
consoliden
. Un historial de sancions indica
P Sancionada per les o . . o
x37 Qualitativa autoritats practiques anteriors de manipulacié o
incompliment de normatives.
Directius amb una | Els directius poden manipular resultats
o participacio per protegir les seves inversions/exit
17 Qualitativa (accions) important | d’objectius sense haver de donar
a ’empresa explicacions a tercers.

Concentracid de poder que pot facilitar

decisions  umilaterals,  incloent-hi
Control def 0o
x20 | Quiltaiva | Tempresa per part manipulacions financeres. [gual que el
d’ung ersoﬁ . P senyal  anterior  s'evifa  donar
Govern per explicacions de les accions dutes a
Corporatiu terme a I'drea financera
Historial

x13 | Qualitativa

problematic  de
directius,
propietaris, empleats

Un historial problematic pot indicar
una propensio a practiques cticament
quiestionables.

d

Quantitativa

Ratio de liquiditat
(AC/PC)

Proporcionauna mesura de la capacitat
de I'empresa per mangjar els seus
deutes a curt termini; manipulacions
poden distorsionar aquesta percepeid,
ocultant tensions de tresoreria de
Iempresa per atendre els seus
pagaments al venciment,

Font: Elaboraci propia

Taula 20. Deu primeres variables en ordre d'importincia que discriminen si una empresa és procliu o

no a realitzar maquillatge comptable




04 - COMBINACIONS DE RISC MES RELLEVANTS

Combinacions de variables que revelen el maquillatge comptable

i orienten auditories i controls més efectius.

e Antecedents problematics

e Operacions financeres
complexes dificils d'interpretar de directius, propietaris

+ Modificacié en la politica

d'amortitzacions

0 Operacions financeres

complexes dificils d'interpretar
+ Resultats que no compleixen
les expectatives

o empleats
+ Ratio de liquiditat

El model Random Forest identifica combinacions de variables especialment rellevants que, interactuant entre si,
generen patrons de manipulacio financera. Aquestes interaccions milloren la precisié predictiva del model

LES 5 INTERACCIONS MES RELLEVANTS IDENTIFICADES

Patrons complexos
que no son evidents

9

en l'analisi individual

6 Modificacié en la politica
d'amortitzacions

+ Ratio d'endeutament

o Operacions financeres
complexes dificils d'interpretar

+ Ratio d'endeutament

+ =) +

®-®

Oculten la veritable situacié
financera (deute, falta de
liquiditat) sota la pressié de
complir amb les expectatives
del mercat.

®-0

Permet amagar problemes
financers interns i aparentar que
es compleixen les expectatives
del mercat sobre els beneficis

a assolir.

©:0

La combinacié d'un historial
problematic amb baixa liquiditat
genera manca de transparencia
financera i dificultats

de tresoreria.

Facilita la possibilitat de
dissimular la veritable situacié
d'endeutament i la dependéncia
de finangcament extern.

Millora artificialment la imatge
financera, mostrant millors
resultats (més benefici o
menys pérdues) i complint amb
les expectatives dels inversors.

Per qué sén importants?
@ Es troben especialment en empreses que maquillen els seus comptes. Q

@ Sén indicadors valuosos per a la deteccié de fraus comptables.

@ Permeten focalitzar auditories i controls en combinacions de risc clau.

Que aporten aquestes interaccions?
@ Revelen patrons complexos de manipulacié financera.

@ Les relacions entre variables proporcionen senyals d'alerta que
no sén evidents en l'analisi de variables individuals.




04 - COMBINACIONS DE RISC MES RELLEVANTS

Distribution of minimal depth and its mean
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Figura 29. Distribucié de la profunditat minima de les deu primeres

variables més influents del model Random Forest

Mean minimal depth for 30 most frequent interactions
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Figura 31, Mitjana de la profunditat minima per a la interaccid de dues variables explicatives



05 - CONCLUSIONS

Principals conclusions de I'estudi

Eficacia demostrada Variables qualitatives i quantitatives

El Random Forest detecta maquillatge comptable L'analisi integrada d'ambdés tipus de variables és
amb AUC de 0,99 i taxa d'error inferior al 5%, clau per detectar fraus que no serien visibles
superant els métodes estadistics tradicionals. individualment.

Interaccions reveladores Eina per a auditors i supervisors

Les combinacions de variables (operacions opaques + El model orienta els controls cap a les arees de major
endeutament, etc.) aporten valor afegit sobre les risc, millorant I'eficiencia i I'efectivitat de les
variables individuals. auditories.

En resum

El Random Forest s'ha demostrat com una metodologia util en la recerca en materia de comptabilitat.

Es una metodologia robusta, capag de superar altres técniques tradicionals en la detecci6 de fraus comptables.

Els resultats d'aquest estudi ofereixen una base solida per desenvolupar sistemes de deteccié més precisos i eficients,
contribuint a la millora de la transparencia i la confianga en els mercats financers.
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Aplicacio practicail

Q Auditors

v é

Centrar-se en operacions
financeres d'alta complexitat

Revisar politiques d'amortitzacié
com a senyal d'alerta

Combinar dades qualitatives i
guantitatives en la revisié

IMPLICACIONS PROFESSIONALS

inies de recerca futura

H Supervisors i reguladors

J Identificar sectors i empreses
amb perfils de risc elevat

J Implementar controls en
combinacions de variables
critiques

o Millorar la transparéncia del

govern corporatiu

0 Recerca futura
w

Ampliar la mostra i la diversitat
geografica

Incorporar variables
macroeconomiques i ESG

Comparar Random Forest amb
altres algorismes de ML

v/ La combinacio d'aplicacions practiques i recerca continua reforga el potencial del Random Forest com a eina clau en la deteccié de fraus.
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