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RESUMEN 

Este artículo muestra cómo utilizar la inteligencia artificial 
en investigación contable. En concreto, investiga el uso de la 
metodología Random Forest para detectar fraudes conta-
bles, una técnica de aprendizaje automático que se ha de-
mostrado altamente efectiva en este campo. A partir de una 
muestra de 80 empresas, el modelo ha identificado las varia-
bles e interacciones clave que permiten predecir con preci-
sión qué empresas han cometido o pueden cometer maqui-
llaje contable. Entre estas variables se incluyen aspectos 
cualitativos, como las prácticas financieras opacas o el con-
trol interno deficiente, y cuantitativos, como el endeudamien-
to y la ratio de liquidez. Los resultados muestran que las inte-
racciones entre estas variables son especialmente relevantes 
para la detección de fraudes y pueden ofrecer una base só-
lida para auditores y supervisores.

Códigos JEL: M41, C45, G32.
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ABSTRACT 

This article shows how to use artificial intelligence in ac-
counting research. It explores the use of the Random Forest 
methodology for detecting accounting fraud, a machine 
learning technique that has proven highly effective in this 
field. Based on a sample of 80 companies, the model identi-
fied key variables and interactions that allow for accurate pre-
diction of which companies have committed or may commit 
accounting fraud. These variables include qualitative aspects 
such as opaque financial practices or weak internal control, 
and quantitative ones like debt and liquidity ratio. The results 
show that the interactions between these variables are par-
ticularly relevant for fraud detection and can provide a solid 
basis for auditors and supervisors.
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1. La investigación utilizando inteligencia artificial

Los adelantos en inteligencia artificial, Big Data y tecnología están 
permitiendo nuevas posibilidades en materia de investigación. A las técni-
cas estadísticas tradicionales se han sumado técnicas de aprendizaje auto-
mático o Machine Learning (Álvarez-Jareño et al., 2019), que pueden ana-
lizar grandes cantidades de datos, identificar patrones y automatizar los 
procesos de investigación con precisión y rapidez (Xu et al., 2023). Uno de 
los métodos de aprendizaje incluido dentro de las diferentes técnicas del 
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Machine Learning es el Random Forest (RF) también denominado Bosque 
Aleatorio (BA). 

El modelo de regresión Random Forest (Breiman, 2001) se basa en una 
colección de árboles de decisión que dividen iterativamente una muestra en 
subconjuntos con valores similares de la variable objetivo. Cada árbol se 
construye con muestreo aleatorio (método Bootstrap) y una selección alea-
toria de variables explicativas. Esto permite hacer predicciones agregando 
los resultados de todos los árboles y basándose en la mayoría de votos 
(Schonlau et al., 2020). Los nodos finales u “hojas” de cada árbol contienen 
la predicción final (Breiman, 2001).

El método también permite identificar las variables explicativas más 
importantes en el proceso de predicción, destacando aquellas que se utili-
zan en las primeras divisiones de la muestra dentro de los árboles de deci-
sión, puesto que son las que mejor discriminan los valores de la variable 
objetivo.

Las ventajas de esta metodología en modelos de predicción incluyen la 
capacidad de medir la importancia de las variables predictivas y de manejar 
grandes volúmenes de datos sin necesidad de reducción de variables (Ge-
nuer et al., 2010). Autores como Biau et al. (2016) consideran el Random 
Forest especialmente útil en entornos con más variables que observaciones, 
superando las limitaciones de las regresiones lineales en muestras pequeñas, 
pese a que las limitaciones dependen de la muestra y el objetivo analizado.

La metodología se ha popularizado por su precisión y versatilidad en 
varios campos. Por ejemplo, en medicina, ayuda a diagnosticar y personali-
zar tratamientos; en agricultura, predice rendimientos y monitoriza biodi-
versidad; en climatología, predice fenómenos extremos; en biología, clasi-
fica especies; en bioinformática, clasifica genes y proteínas; y en economía, 
segmenta consumidores y detecta fraudes. En fraudes contables, el Random 
Forest destaca en la detección de señales de alerta relevantes.

Esta metodología también presenta limitaciones, como la dificultad de 
comprensión teórica y la necesidad de más investigación para mejorar la 
robustez.

Este trabajo tiene como objetivo exponer un ejemplo de investigación 
sobre el fraude contable utilizando la metodología del Random Forest den-
tro del campo del Machine Learning. En concreto, se trata de identificar las 
señales de alerta con un mayor poder predictivo a la hora de detectar a 
aquellas empresas que son susceptibles de cometer fraude contable o bien 
que ya lo han cometido.

El Random Forest es una herramienta muy fiable para la detección de 
fraudes contables, a menudo superando a otras técnicas de aprendizaje au-
tomático. Su capacidad de adaptación lo hace especialmente útil en entor-
nos dinámicos como el del fraude financiero, donde los defraudadores cam-
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bian sus estrategias para evitar ser detectados, superando métodos 
tradicionales. Además, ofrece buenos resultados incluso con muestras redu-
cidas. Esta metodología permite identificar patrones de fraude utilizando 
datos contables y cualitativos relacionados con factores como la codicia, la 
oportunidad o la necesidad. Un reto en la detección de fraudes es el tamaño 
de la muestra, puesto que a menudo hay más variables que observaciones, y 
el número de empresas que han cometido fraude es inferior al de las que no 
lo han hecho. En este contexto, el Random Forest es ventajoso porque gene-
ra resultados sólidos, incluso con muestras pequeñas.

2. Investigación con Random Forest sobre fraude contable 

La metodología Random Forest requiere seleccionar adecuadamente la 
muestra, las variables y aplicar árboles de decisión. El estudio que se pre-
senta incluye 80 empresas, 40 que maquillan y 40 sin maquillaje, que se 
diferencian por sus informes de auditoría y su implicación en procesos judi-
ciales, situadas en los Estados Unidos, Europa, España y Asia, y pertene-
cientes a varios sectores. Para la selección de variables, se parte de un con-
junto inicial de 105 variables, reducido a 47 (40 cualitativas y 7 cuantitativas) 
después de un proceso de filtraje (Asociación de Examinadores de Fraudes 
Certificados (ACFE), 2023). Con la muestra objeto de estudio y las 47 va-
riables, la metodología Random Forest sigue cuatro etapas: cálculo de me-
didas de importancia, estudio de su estabilidad, análisis de las variables 
clave y visualización de las interacciones.

Las 47 variables explicativas incluyen tanto aspectos cualitativos como 
el gobierno corporativo, la auditoría y los perfiles de las personas implica-
das, como variables cuantitativas derivadas de los informes de auditoría, 
como la liquidez, el endeudamiento y el flujo de caja (Lloret et al., 2024).

Para asegurar una mayor precisión y estabilidad en los resultados, se 
generaron 1.000 árboles de decisión, puesto que un número elevado de ár-
boles permite que el modelo sea menos sensible a la variabilidad de los da-
tos de entrenamiento y más fiable a la hora de trabajar con nuevos datos.

Una de las características del Random Forest es que selecciona mues-
tras con reposición mediante el método Bootstrap. Esto significa que cada 
árbol se genera a partir de muestras seleccionadas aleatoriamente del con-
junto de datos, introduciendo así variabilidad en el modelo y asegurando 
que las predicciones sean más robustas. Este método es especialmente útil 
cuando se trabaja con datos complejos, como los que se pueden encontrar en 
la detección de fraudes contables, puesto que ayuda a combinar múltiples 
predicciones de árboles diferentes para obtener una clasificación final más 
precisa y reducir el riesgo de sobre ajustamiento del modelo.
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Para validar la capacidad predictiva del modelo Random Forest, se uti-
lizan las observaciones “fuera de la bolsa” o “Out-of-box” (OOB), no selec-
cionadas durante el proceso Bootstrap en cada árbol.

Estas observaciones se clasifican en nodos de acuerdo con la mayoría 
de predicciones “SÍ” o “NO” para maquillaje contable. La probabilidad de 
“SÍ” se estima en función de la frecuencia de este resultado en los árboles 
OOB por cada observación. El modelo clasifica a las empresas en “SÍ” o 
“NO” en función de si hacen maquillaje contable, basándose en la mayoría 
de predicciones realizadas por los árboles del bosque. La probabilidad de 
que una empresa haga maquillaje contable se calcula en función de la fre-
cuencia con que esta empresa es clasificada como “SÍ” en los árboles OOB. 
Los resultados muestran que las empresas con maquillaje tienen probabili-
dades elevadas próximas a “1”, mientras que las empresas que no hacen 
maquillaje se sitúan cerca de “0”, demostrando que el modelo es muy efec-
tivo en su capacidad para separar estas dos categorías.

Para validar todavía más los resultados, se calcula el área bajo la curva 
ROC (AUC1), que es una medida de la capacidad del modelo para discrimi-
nar entre empresas que hacen maquillaje y las que no. En este caso, un AUC 
de 0,99 indica una excelente discriminación, lo que significa que el modelo 
es casi perfecto a la hora de distinguir entre las empresas correctamente 
clasificadas. Esto es una señal muy positiva sobre la precisión y efectividad 
del modelo Random Forest.

Además, se utiliza la matriz de confusión para evaluar la precisión del 
modelo (ver Figura 1). Esta matriz compara las predicciones realizadas por 
el modelo con los valores observados realmente para ver hasta qué punto 
son correctos. En este estudio, la matriz de confusión muestra que el mode-
lo es muy eficiente: no comete ningún error con las empresas que no hacen 
maquillaje contable, y solo genera un 5% de falsos positivos entre las em-
presas que sí maquillan sus cuentas. Esto significa que el modelo tiene una 
tasa de error muy baja, y los errores que se producen son mínimos, general-
mente causados por observaciones atípicas o casos que están en la frontera 
entre categorías.

La Figura 1 muestra la matriz de confusión para ver si las empresas que 
predice el modelo que hacen maquillaje y las que no hacen maquillaje, real-
mente hacen maquillaje o no.

1 �La curva AUC (en inglés, Area Under the Curve) es una medida de rendimiento utilizada 
para evaluar modelos de clasificación binaria. El AUC se refiere a la área bajo la curva ROC 
(Receiver Operating Characteristic), y proporciona una medida única que resume la capaci-
dad del modelo para distinguir si las probabilidades obtenidas realmente discriminan entre 
empresas que hacen maquillaje y las que no lo hacen.
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Valores predichos
Valores 

observados NO SÍ class.error

NO 40 0 0,00
SÍ 2 38 0,05

Fuente: Elaboración propia.

Figura 1. Matriz de confusión del modelo Random Forest construido en el 
segundo estudio empírico.

Finalmente, se destaca que, para obtener una predicción binaria clara, 
se utiliza un umbral del 50%. Si la probabilidad estimada para una empresa 
es superior al 50%, se predice que esta hace maquillaje contable; si es infe-
rior, se clasifica como “NO”. Esto permite una interpretación simple y di-
recta de los resultados del modelo, lo que facilita su aplicación práctica en 
contextos de detección de fraude contable.

Por lo tanto, el modelo Random Forest desarrollado en este estudio 
demuestra ser altamente efectivo para detectar maquillaje contable, con una 
gran capacidad predictiva, una elevada precisión y una tasa de errores muy 
baja, lo que lo convierte en una herramienta robusta y fiable para este tipo 
de análisis.

3. Resultados 

La metodología Random Forest permite identificar las variables con 
más poder predictivo en la detección de maquillaje contable. Esta técnica 
clasifica a las empresas en función de si tienen una alta probabilidad de 
manipular sus estados financieros o no, y se basa en dos medidas principales 
para evaluar la importancia de las variables: la Mean Decrease Accuracy2 
(MDA) y la Mean Decrease Gini3 (MDG). Estas medidas ayudan a determi-
nar qué variables tienen más influencia sobre la variable dependiente, que 
en este caso es la clasificación de las empresas como “maquilladoras” o “no 
maquilladoras”. Este proceso resulta crucial para identificar qué factores 

2 y 3 �Para evaluar la importancia de Random Forest, dos de las medidas de importancia más 
utilizadas son las denominadas Mean Decrease Accuracy (en lo sucesivo, MDA) y Mean 
Decrease Gini (en lo sucesivo, MDG). Estas medidas ayudan a determinar qué variables 
tienen más peso o influencia sobre la variable dependiente o de salida, es decir, la variable 
que el modelo intenta predecir o clasificar y que en este estudio es si la empresa realiza 
maquillaje contable.
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contribuyen más a la detección de fraudes contables, mejorando así la efica-
cia del modelo.

La importancia de estas variables se puede observar en las figuras pre-
sentadas, en donde se identifican las 25 variables más influyentes, y espe-
cialmente las 10 más relevantes tanto por MDA como por MDG. Estas va-
riables clave incluyen tanto elementos cualitativos como cuantitativos, 
proporcionando una visión integral de los factores que pueden indicar la 
presencia de manipulación contable.

Entre las variables cualitativas más importantes hay aspectos como las 
prácticas financieras opacas, el control interno deficiente y la concentración 
de poder en una sola persona dentro de la empresa. Por ejemplo, la variable 
que hace referencia a “operaciones financieras difíciles de entender” es un 
indicador cualitativo que refleja que determinadas operaciones financieras 
complejas pueden ser utilizadas para esconder manipulaciones, puesto que 
son difíciles de seguir y auditar. Esto facilita la posibilidad de ocultar bene-
ficios o deudas, alterando la imagen financiera de la empresa.

Otra variable cualitativa relevante es la “presión para cumplir las ex-
pectativas de resultados”, que destaca como un factor que puede llevar a los 
directivos a manipular los estados financieros para conseguir objetivos em-
presariales o garantizar bonificaciones. Del mismo modo, la “presencia de 
filiales con participación mayoritaria no consolidada” puede permitir escon-
der pérdidas significativas, evitando que estas se reflejen en las cuentas con-
solidadas de la empresa.

Las variables cuantitativas, como el “porcentaje de endeudamiento” y 
la “ratio de liquidez”, también juegan un papel fundamental. Un alto nivel 
de endeudamiento puede motivar a las empresas a maquillar sus cuentas 
para mejorar su imagen financiera, especialmente si sus gastos financieros 
son elevados y reducen los beneficios. Además, la ratio de liquidez, que 
mide la capacidad de la empresa para hacer frente a sus deudas a corto pla-
zo, puede ser manipulada para ocultar problemas de tesorería, dando una 
imagen falsa de solvencia.

La Figura 2 resume las diez variables más importantes, revela que las 
variables cualitativas tienen un peso significativo en la detección de fraudes 
contables, lo que coincide con otros estudios que destacan la relevancia de 
integrar este tipo de datos en los modelos de aprendizaje automático. Varia-
bles como el historial problemático de los directivos o la concentración de 
poder pueden ofrecer señales de alerta que no son evidentes en los datos cuan-
titativos, pero que resultan cruciales para la detección de manipulaciones.
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Fuente: Elaboración propia.

Figura 2. Principales variables que indican maquillaje contable.

En cuanto a las variables cuantitativas, el endeudamiento es especial-
mente relevante en el contexto de fraudes contables, puesto que las empre-
sas altamente endeudadas a menudo tienen un incentivo más grande para 
manipular sus resultados financieros con el objetivo de mejorar su situación 
ante inversores o acreedores. Esta variable, junto con la política de amorti-
zaciones, son indicadores clave en la predicción de fraudes, puesto que pue-
den reflejar ajustes a los resultados contables que alteran artificialmente los 
beneficios o las pérdidas.

En conjunto, los resultados del modelo Random Forest muestran que 
las variables cualitativas y cuantitativas tienen que ser consideradas de ma-
nera integrada para detectar maquillaje contable de manera efectiva. Las 
prácticas financieras opacas, el control interno débil y las políticas conta-
bles agresivas son indicadores poderosos de posibles manipulaciones. El 
modelo permite, así, no solo detectar estas irregularidades, sino también 
comprender mejor qué factores predisponen a una empresa a realizar ma-
quillaje contable, ayudando a diseñar estrategias más eficientes para su de-
tección y prevención.

Después de identificar las variables más importantes mediante las me-
didas de Mean Decrease Accuracy (MDA) y Mean Decrease Gini (MDG), 
se llevó a cabo una verificación para asegurar la robustez de la ordenación 
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de las variables obtenidas. Este paso es crucial para garantizar que las varia-
bles seleccionadas como más influyentes en la detección de maquillaje con-
table se mantengan estables ante variaciones en los datos de entrenamiento. 
Si la ordenación variara significativamente con pequeñas modificaciones en 
la muestra, la confianza en los resultados del modelo podría verse afectada.

Para comprobar la estabilidad de las variables, se utilizó un método de re-
muestreo mediante 100 submuestras aleatorias, cada una con el 70% de los datos 
disponibles. Este proceso permitió recalcular las medidas de importancia MDA 
y MDG por cada submuestra y observar si la ordenación de las variables se 
mantenía similar a la del modelo original. Los resultados del remuestreo demos-
traron que las posiciones de las variables más importantes no presentan grandes 
cambios, lo que confirma que la ordenación inicial es estable y fiable, y por 
tanto, se puede confiar en las conclusiones derivadas del modelo Random Forest.

Además, para complementar las medidas de importancia obtenidas, se 
utilizaron otras métricas para identificar qué variables e interacciones entre 
ellas son más relevantes dentro del modelo. Estas métricas incluyen la pro-
fundidad mínima, el número de veces que una variable aparece como raíz de 
un árbol de decisión y el número de nodos en los que participa. Estas métri-
cas permiten comprender mejor el papel que juega cada variable en la cons-
trucción de los árboles del Random Forest y cuál es su influencia en la cla-
sificación de las empresas en función de si maquillan sus cuentas o no.

La profundidad mínima, por ejemplo, es un indicador clave que revela 
en qué nivel del árbol de decisión una variable empieza a dividir los datos. 
Las variables con profundidad mínima más baja suelen ser las que tienen 
más impacto en la clasificación, puesto que aparecen primero en los árboles 
de decisión. De este modo, se pueden identificar las variables que son más 
relevantes no solo por ellas mismas, sino también por las interacciones que 
generan con otras variables. Estas interacciones son cruciales para detectar 
patrones complejos de maquillaje contable, que no se pueden explicar solo 
con variables individuales.

A pesar de que las figuras que muestran estos resultados no se acompa-
ñarán en este documento, los resultados de estos análisis confirman que las 
variables más relevantes identificadas por MDA y MDG también sobresalen 
en términos de profundidad mínima e intervenciones en nodos. Esto refuer-
za la robustez del modelo y la importancia de las variables seleccionadas.

En cuanto a las interacciones entre variables, esta metodología también 
permite identificar que determinadas combinaciones de variables son espe-
cialmente relevantes en la detección de maquillaje contable. Estas interaccio-
nes permiten comprender mejor cómo diferentes factores se combinan para 
crear patrones de manipulación financiera. Estos patrones no solo son útiles 
para la creación de modelos predictivos más precisos, sino que también pue-
den guiar la aplicación de controles y auditorías más efectivas en las empresas.
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A continuación se acompaña las cinco interacciones más frecuentes y 
relevantes identificadas por el modelo Random Forest:

•	Operaciones financieras complejas difíciles de interpretar - re-
sultados que no cumplen las expectativas. Los directivos pueden 
utilizar estas operaciones para ocultar la verdadera situación financie-
ra de la empresa (por ejemplo, su nivel de deuda o falta de liquidez), 
especialmente bajo la presión de cumplir con las expectativas de re-
sultados exigidas por el mercado, como la obtención de ciertos nive-
les de beneficios.

•	Operaciones financieras complejas difíciles de interpretar - mo-
dificación en la política de amortizaciones. Esta práctica permite 
esconder problemas financieros internos, ayudando a la empresa a 
aparentar que cumple con las expectativas del mercado sobre el nivel 
de beneficios a lograr.

•	Antecedentes problemáticos de directivos, propietarios o emplea-
dos - ratio de liquidez. La combinación de operaciones financieras 
dudosas con un historial complicado puede generar una carencia de 
transparencia financiera y crear dificultades de tesorería a la empresa.

•	Operaciones financieras complejas difíciles de interpretar - ratio 
de endeudamiento. Facilita a la empresa la posibilidad de disimular 
su verdadera situación en cuanto a endeudamiento y, por lo tanto, su 
dependencia de financiación externa.

•	Modificación en la política de amortizaciones - ratio de endeuda-
miento. Este cambio puede mejorar artificialmente la imagen financiera 
de la empresa, mostrando mejores resultados (más beneficio o menores 
pérdidas) y consiguiendo cumplir con las expectativas de los inversores.

Estas interacciones se encuentran especialmente en empresas que ma-
quillan sus cuentas, lo que las convierte en indicadores valiosos para la de-
tección de fraudes contables. Las auditorías y controles internos se pueden 
centrar en estas combinaciones de variables para detectar manipulaciones 
de manera más eficiente. 

Estas interacciones reflejan patrones complejos que pueden no ser 
evidentes en un análisis basado solo en variables individuales, pero que 
se hacen más claros cuando se consideran las relaciones entre diferentes 
factores.

En resumen, las medidas MDA, MDG y otras métricas complementa-
rias como la profundidad mínima y las interacciones entre variables propor-
cionan un análisis completo y robusto de las variables más relevantes en la 
detección de maquillaje contable. La verificación de estabilidad con el re-
muestreo garantiza la fiabilidad de los resultados obtenidos, mientras que 
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las interacciones identificadas ayudan a mejorar la precisión de los modelos 
predictivos y a orientar mejor las auditorías financieras.

Las interacciones de maquillaje contable son peligrosas porque, una 
vez iniciadas, son difíciles de revertir y pueden tener graves consecuencias 
económicas y reputacionales, como sanciones, desprestigio de directivos y 
auditores, y pérdida de confianza por parte de mercados e instituciones. 
Estos resultados confirman los puntos anteriores y ayudan a desarrollar mo-
delos predictivos que identifican variables e interacciones clave, útiles para 
auditores y supervisores en la detección de fraudes financieros, especial-
mente en sectores vulnerables a manipulaciones contables complejas.

4. Conclusiones

Este estudio confirma la eficacia de la Inteligencia Artificial y, en con-
creto, del modelo Random Forest en la detección de fraudes contables, gra-
cias a su capacidad para gestionar grandes volúmenes de datos e identificar 
patrones complejos. Los resultados muestran que tanto las variables cualita-
tivas como cuantitativas juegan un papel importante, especialmente cuando 
se analizan de manera conjunta. Las variables como las operaciones finan-
cieras opacas, el control interno deficiente y el endeudamiento han sido 
identificadas como señales de alerta clave.

Además, las interacciones entre estas variables aportan un valor añadido 
a la hora de comprender los patrones de fraude. Estas interacciones permiten 
detectar empresas que podrían pasar desapercibidas en un análisis basado 
solo en datos individuales. Así pues, este modelo es una herramienta valiosa 
para auditores y supervisores, puesto que permite establecer controles espe-
cíficos en aquellas áreas en las que hay más riesgo de manipulación contable.

En resumen, el Random Forest se ha demostrado como una metodolo-
gía útil en la investigación en materia de contabilidad. Es una metodología 
robusta, capaz de superar otras técnicas tradicionales en la detección de frau-
des contables. Los resultados de este estudio ofrecen una base sólida para 
desarrollar sistemas de detección más precisos y eficientes, contribuyendo a 
la mejora de la transparencia y la confianza en los mercados financieros.
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